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Das Problem

Was ein LLM nicht kann
Interne Dokumente kennen · Wissen nach dem
Training · Euren Akademie-Stick kennen

Was passiert stattdessen
Halluzinierte Antworten · Generisches Halbwissen
· Falsche Ports, falsche Namen

Frage an das Modell (gleich live)
„Welche Ports müssen auf dem Akademie-Stick offen sein?”
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RAG — Retrieval Augmented Generation

Frage Embedding
der Frage

Vektor-
Datenbank

Top-k
Chunks

LLM +
Kontext

Dokumente
(gechunkt)

eingebettet

Kontext ̸= Training
Das Modell lernt nicht dazu.
Es bekommt die Antwort als Beilage.

Cosinus-ähnlichkeit
Frage und Chunks werden verglichen —
die ähnlichsten gewinnen.
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Vektorraum & Cosinus-ähnlichkeit

Dim 1

Dim 2

„König”
„Königin”„Auto”

θ1
θ2

Jedes Wort = ein Punkt im Raum
Nicht 2D — sondern 768+ Dimensionen.
Die Richtung trägt die Bedeutung.

Cosinus-ähnlichkeit

cos(θ) =
A⃗ · B⃗
|A⃗| |B⃗|

cos(θ) ≈ 1 sehr ähnlich
cos(θ) ≈ 0 unverwandt
cos(θ) ≈ −1 entgegengesetzt

Beim Retrieval:
Frage-Vektor wird mit allen Chunk-Vektoren
verglichen — die kleinsten Winkel gewinnen.
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Chunking & Embedding

Chunking
Dokument wird in Abschnitte zerlegt
Typisch: 200–500 Token pro Chunk
Overlap: letzten 50 Token wiederholen
Markdown-überschriften = natürliche Grenzen

Embedding
Jeder Chunk → Vektor (z. B. 768 Dimensionen)
Modell: qwen3-embedding:0.6b
Läuft lokal über Ollama (Port 11434)
Einmal einbetten — dann bleibt es

Daumenregel
Je klarer die Struktur des Quelldokuments, desto besser die Retrieval-Ergebnisse.
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RAG in der Praxis — Was funktioniert, was nicht

Gut geeignet
Interne Dokumentation · Protokolle,
Handover-Dokumente · Regelwerke, Satzungen ·
Produktdatenblätter · Unser
Akademie-Handover

Weniger geeignet
Sehr lange, unstrukturierte Texte · Gescannte
PDFs ohne OCR · Wissen das sich ständig ändert
· Implizites Expertenwissen

Verification bleibt wichtig
RAG reduziert Halluzinationen — eliminiert sie nicht.
Quellenangaben im Kontext immer prüfen.
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LLM-Wiki — Wissen strukturiert verknüpfen

Die Idee (Andrej Karpathy, April 2025)
Standard-RAG ruft Chunks bei jeder Frage neu ab — Wissen wird jedes Mal neu entdeckt, nichts
akkumuliert.

Das LLM-Wiki-Muster ist anders: das LLM baut und pflegt eine strukturierte, verlinkte
Wissensbasis aus Markdown-Dateien. Jedes neue Dokument wird nicht nur gespeichert, sondern
eingeordnet, synthetisiert und mit bestehendem Wissen verknüpft.

Wissen akkumuliert — statt jedes Mal neu hergeleitet zu werden.

"Have the LLM incrementally build
and maintain a persistent wiki
of structured markdown files."
— Andrej Karpathy, April 2025
github.com/karpathy/llm-wiki
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LLM-Wiki in der Praxis

Wie es funktioniert
Input Dokumente, Artikel, Notizen
Prozess LLM integriert, erkennt

Widersprüche, aktualisiert
bestehende Wiki-Seiten

Output Navigierbare Wissensbasis
mit Querverbindungen

Anwendungsfälle
Persönliche Forschung
Ideen aus vielen Quellen zu einem kohärenten
Bild verbinden.
Wissensmanagement
Implizites Teamwissen explizit und durchsuchbar
machen.
Querverbindungen
Konzepte aus verschiedenen Domänen
zusammenführen.
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RAG, Full Context, LLM-Wiki, OB1 — wann was?

RAG
Bibliothek

Wenn:
Viele Dokumente,
gezielte Einzelfragen,
Schnellzugriff.
Beispiel:
„Was steht in
Paragraph 7?“
Nicht wenn:
Zusammenhänge
über viele Docs
entscheidend sind.

Full Context
Alles auf dem Tisch

Wenn:
Wenige, dichte
Dokumente, Gesamt-
bild entscheidend.
Beispiel:
„Analysiere
diesen Vertrag
vollständig.“
Nicht wenn:
Docs ins Kontext-
fenster nicht passen.

LLM-Wiki
Lebendige
Enzyklopädie

Wenn:
Wissen akkumulieren,
Synthese wichtiger
als Retrieval.
Beispiel:
„Baue mein
Forschungs-
gedächtnis auf.“
Nicht wenn:
Einmalige Frage,
kein Aufbau nötig.

OB1
Persistente
Infrastruktur

Wenn:
Viele KI-Tools,
gemeinsame Basis,
Datensouveränität.
Beispiel:
„Alle meine
KI-Tools teilen
ein Gedächtnis.“
Nicht wenn:
Ein Tool reicht,
kein lokales Setup.

RAG = Snippets abrufen Full Context = Alles lesen LLM-Wiki = Wissen aufbauen OB1 =
Speicher-Infrastruktur
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RAG in der Praxis — Hands-on Übung

× Ohne Kontext
„Auf welchem Port läuft
AnythingLLM?“

falsch

„Was ist tilldone?“ Halluzination

„Was kostet DeepSeek
V4-Flash?“

erfunden

„Aktive Parameter von
Qwen3.6?“

unbekannt

RAG

✓ Mit Kontext (RAG)
Port 3001 ✓

Guardrail im pi-Pipeline ✓

$0.028/M bei Cache-Hit ✓

3B von 35B Gesamtparametern ✓

„Das Modell hat nicht dazugelernt.
Es hat die Antwort im Kontext gefunden.“

Schritt 4: Frag etwas das nicht im Kontext steht — RAG ist nur so gut wie sein Inhalt.
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