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"I downloaded a free AI model onto a laptop Apple refused to repair. It wrote me a poem in
three minutes. It was slow, it was imperfect, and it taught me more about how AI works than

two years of paying for cloud subscriptions."

Dr. Sam Illingworth, "Slow AI", Substack
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Tokens — Wie ein LLM Sprache sieht

Was sind Tokens?
LLMs lesen keinen Text. Sie verarbeiten Tokens — Stücke von Text, die das Modell als Einheit
behandelt.

Byte Pair Encoding (BPE)
Häufige Zeichenkombinationen werden zu einem Token zusammengefasst.

Beispiel: Tokenisierung
Eingabe:
"Die Katze saß auf der Matte."

Tokens:
Die Kat ze sa ß auf der Matt e .
10 Tokens für 7 Wörter
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Tokens — Die Währung der LLMs

Faustregeln
1 Token ≈ 3

4 Wort (Englisch)
Deutsch braucht ∼30% mehr Tokens
GPT-4o Vokabular: ∼200.000 Tokens

Beispiel: Tokenisierung
Tokens:
Die Kat ze sa ß auf der Matt e .

Vergleich: gleicher Inhalt
EN: "The cat sat on the mat." → 7 Tokens
DE: „Die Katze saß auf der Matte.“→ 10 Tokens

Tokens = Kosten + Kontextfenster-Limit · Jeder API-Call wird in Tokens abgerechnet
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Embeddings — Vom Wort zum Vektor

Die Idee
Nach der Tokenisierung wird jeder Token in einen Vektor umgewandelt — eine lange Liste von
Zahlen.

Token → Vektor

Hund
Embedding−−−−−−→ [0.12, -0.45, 0.78, ..., 0.33]

768+ Dimensionen (je nach Modell)

Semantische Nähe
Ähnliche Bedeutung = ähnliche Vektoren
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Mathematik I —Tokens and Embedding

Schritt 1: Token → Embedding
Lookup in der Embedding-Matrix E:
e⃗i = E[ tokeni ] ∈ Rd

E ∈ R|V |×d — jede Zeile ein gelernter Vektor.
GPT-2: d=768, LLaMA 7B: d=4096, GPT-4: d≈12288
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Embeddings — Vom Wort zum Vektor

Cosinus-Ähnlichkeit
"Hund" ↔ "Welpe" 0.89
"Hund" ↔ "Katze" 0.72
"Hund" ↔ "Python" 0.15
1.0 = identisch · 0 = unabhängig

Semantischer Raum (2D-Projektion)

Hund
Welpe

Katze

Tiere

Python
JS

Code

dog
nah!
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Übung: Wort für Wort

Spielregeln
1 Zettel mit Startsatz wird rumgereicht
2 Jeder schreibt genau ein Wort
3 Weitergeben — nicht vorauslesen!
4 Nach einer Runde: vorlesen

Ihr seid gerade ein Sprachmodell — 10 „Neuronen“ die gemeinsam Text generieren.

Danach: Reflexion
→ Wie habt ihr euer Wort gewählt?
→ War jemand unsicher?
→ Warum ist Text A „wilder“?
→ Was hat der Startsatz bewirkt?
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Self-Attention — Wer schaut auf wen?

Das Problem
Embeddings allein reichen nicht — ein Wort kann je nach Kontext verschiedene Bedeutungen haben.
„Ich sitze auf der Bank“ vs. „Ich gehe zur Bank“
Gleicher Token, andere Bedeutung!

Die Lösung: Self-Attention
Jeder Token fragt alle anderen:
„Wie relevant bist du für meine Bedeutung in diesem Satz?“

Attention-Gewichte visualisiert
Attention aus Sicht von „jagt“

Die Katze jagt die Maus

0.35 0.300.05
0.10
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Multihead Attention — Verschiedene Blickwinkel auf die
Wortzusammenhänge

Attention-Gewichte visualisiert
Attention aus Sicht von „jagt“

Die Katze jagt die Maus

0.35 0.300.05
0.10

Drei Rollen pro Token:
Q Query — „Was suche ich?“
K Key — „Was biete ich an?“
V Value — „Was ist mein Inhalt?“

Multi-Head Attention
Head 1: Syntax (Subjekt→Verb)
Head 2: Semantik ("ahnliche W"orter)
Head 3: Referenz ("sie"→"Katze")
Mehrere Heads = verschiedene Aspekte gleichzeitig
GPT-4: 128 Heads × 128 Schichten
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Mathematik II —Attention

Schritt 2: Self-Attention
Lineare Projektionen (gelernte Gewichte):
Q = XWQ , K = XWK , V = XWV

Scaled Dot-Product Attention:

Att = softmax
(

QK⊤
√
dk

)
︸ ︷︷ ︸
Attention-Gewichte A

V

QK⊤: Cosinus-"Ahnlichkeit
/
√
dk : Skalierung, damit Var ≈ 1

Multi-Head: Parallele Perspektiven
MultiHead = [head1; . . . ; headh]WO

h Heads parallel, jeder mit eigenen WQ
i ,W

K
i ,W

V
i .

Ergebnisse konkateniert und projiziert.
Typisch: h = 32–128, dk = d/h
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Mathematik III — FFN (Multi Layer Perceptron)

Schritt 3: Feed-Forward Network
Pro Token, pro Schicht — zwei lineare Transformationen:
FFN(x⃗) = σ(x⃗ W1 + b⃗1) W2 + b⃗2

W1 ∈ Rd×dff , W2 ∈ Rdff ×d , typisch dff = 4d
Aktivierungsfunktionen:
ReLU: σ(x) = max(0, x)
GELU:

σ(x⃗) = GELU(x⃗) = x⃗ · Phi(x⃗)

wobei Φ(x) ist die Wahrscheinlichkeit, dass eine zufällige Variable bei Normalverteilung kleiner als x
ist.In der Numerik wird

GELU(x⃗) ≈ 0.5x

(
1 + tan

(√
2
π
·
(
x + 0.44715 · x2)))

Glatter, in modernen LLMs Standard

Ein Transformer-Block = X += Attention , X+= FFN(X). Residualverbindungen + LayerNorm. N Blöcke gestapelt.
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Logits — Was das Modell wirklich ausgibt

Am Ende der Pipeline
Die letzte Transformer-Schicht gibt für die
nächste Token-Position einen Vektor aus.
Dieser wird über eine lineare Projektion auf
die Vokabular-Größe abgebildet:
Vektor (768-dim) → Logits (∼200.000 Zahlen)
Jede Zahl = „Score“ für ein Token. Noch keine
Wahrscheinlichkeiten!

Beispiel
„Die Katze sitzt auf dem ___“
Sofa 8.2
Dach 7.1
Tisch 5.8
Mond -1.3

Von Logits zu Wahrscheinlichkeiten

Logits (roh)
Softmax(÷T )−−−−−−−−→ P (normiert)

8.2 → 42%
7.1 → 28%
5.8 → 12%
-1.3 → 0.01%

summiert sich zu 100%

Warum das wichtig ist
1. Temperature wirkt auf Logits — Logits/T vor
dem Softmax
2. Logits sind nicht Wahrscheinlichkeiten — erst
nach Softmax interpretierbar
3. Das Modell hat immer eine Verteilung — nie
„eine Antwort“, immer ∼200k Scores gleichzeitig
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Mathematik IV — Logits, Softmax

Schritt 4: Logits

z⃗ = h⃗last ·Wvocab ∈ R|V |

h⃗last ∈ Rd — Vektor der letzten Position
Wvocab ∈ Rd×|V | — oft = E⊤ (Weight Tying)
zi ∈ R: unbeschränkt, nicht normiert

Schritt 5: Softmax
Basis-Softmax:
softmax(zi ) =

ezi∑|V |
j=1 e

zj

Mit Temperature T :

P(i) =
ezi/T∑
j e

zj/T

P(i) > 0 ·
∑

P = 1 · differenzierbar

14 / 33



Gesamtbild — Von Text zu Text

"Die Katze sitzt auf dem"

Tokenizer Embedding v⃗1, v⃗2, v⃗3, v⃗4, v⃗5
Token-IDs Vektoren

TRANSFORMER × N

Self-Attention Feed-Forward
Q,K,V

Lineare Projektion Softmax(T ) Sampling
Logits P(token)

"Sofa"

Re-Embedding: Token zurück in den Kontext

Architektur: Transformer (Vaswani et al., "Attention Is All You Need", 2017)
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Exkurs in die Physik

Physik-Analogie: Boltzmann-Verteilung

Pi =
e−Ei/kBT

Z
←→ Pi =

ezi/T∑
j e

zj/T

Ei ↔ −zi (Logit = negative „Energie“)
kBT ↔ T (Temperature-Parameter)
T→0: Grundzustand T→∞: Gleichverteilung
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Inferenz — Das nächste Token vorhersagen

Autoregression
Ein LLM macht nur eines: das
wahrscheinlichste nächste Token
vorhersagen. Dann wiederholen.
Schritt 1: Die Kat ze sitzt
Schritt 2: Die Kat ze sitzt auf
Schritt 3: Die Kat ze sitzt auf dem
→ Token für Token, bis <stop>

Wahrscheinlichkeitsverteilung
"Die Katze sitzt auf dem ___"
Sofa: 42% · Dach: 28% · Tisch: 12%

Temperature: Der Kontrastregler
Wirkt nur am Output-Softmax — nach der
letzten Schicht.
Das Modell „denkt“ bei jeder T identisch. Nur die
finale Auswahl wird weicher oder härter.
P(tokeni ) = Softmax

(
logiti
T

)

T = 0.1
Sofa 91% · Dach 7%
eingefroren

T = 1.5
Sofa 28% · Dach 21%
aufgeweicht

Top-k / Top-p
Top-k: Nur die k besten Tokens
Top-p (Nucleus): Tokens bis kum. P ≥ p

Kombinierbar: erst filtern, dann mit T samplen 17 / 33



Andrej Kaparthy’s microgpt

Was microgpt ist
Vollständiges LLM in Python
Inklusive Modelltraining
Oft verglichen mit den Maxwell Gleichungen für LLMs: Minimaler Formelsatz der ein
ganzes Feld vollständig definiert

weiter in Jupyter Notebook
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GuppyLM — Live Training Demo

Demo-Ablauf (ca. 3 Minuten)

1. venv aktivieren, Jupyter starten

source .venv/bin/activate

jupyter notebook

2. GuppyLM Notebook öffnen

Architektur kurz zeigen: Embedding,

FFN, Output-Projektion

3. Training starten

Loss-Ausgabe live beobachten

4. Loss-Kurve kommentieren

„Was fällt euch auf?"

Was ihr seht
Loss fällt — das Modell lernt.
Loss stagniert — Kapazitätsgrenze
oder zu kleine Datenmenge.
Loss steigt — Learning Rate
zu hoch, Modell divergiert.

Modell
GuppyLM 9 M Parameter
Dense FFN kein MoE
Training auf CPU ∼3 min

Dasselbe Prinzip — andere Skala: GPT-4 trainierte ∼100 Tage auf 25.000 GPUs.
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Thinking Models — Wenn das Modell „nachdenkt“

Das Problem mit schnellen Antworten
Standard-Inferenz: das Modell erzeugt die Antwort sofort, Token für Token. Kein „Innehalten“, kein
Nachrechnen.
Bei komplexen Aufgaben (Mathe, Logik, mehrstufiges Reasoning) führt das zu Fehlern — das Modell
überspringt Denkschritte.

Die Lösung: Chain-of-Thought
Das Modell erzeugt zuerst eine Denkkette, dann die Antwort.
Die Denkkette ist selbst Text — Tokens durch die gleiche Autoregression.
Aber: sie gibt dem Modell „Arbeitsgedächtnis“.
Mehr Denk-Tokens = mehr Rechenzeit = bessere Antwort

Auf dem Stick: qwen3.5 (thinking model)
Vertiefung: o1/o3, DeepSeek R1, QwQ — "Test-Time Compute": Rechenzeit gegen Qualität tauschen
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Quantisierung — Große Modelle klein machen

Das Problem
Ein 7B-Modell braucht in voller Präzision 14 GB RAM.
Das passt nicht auf jeden Laptop.

Die Lösung
Gewichte mit weniger Bits speichern.
Statt 16 Bit (FP16) nur 4 Bit (Q4) pro Parameter.
Wie JPEG für Bilder — kleiner, minimal schlechter

Auf eurem Stick
qwen3.5:4b (Q4)
4 Milliarden Parameter, 4-Bit quantisiert
→ ∼3.4 GB RAM — läuft auf jedem Laptop
Distillation + Quantisierung = großes Wissen, kleines Paket
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Quantisierung — Modellverkleinerungen

Bits Bytes/P 7B Modell Qual.

FP16 2.0 14 GB 100%
Q8 1.0 7 GB ∼99%
Q4 0.5 3.5 GB ∼95%
Q2 0.25 1.75 GB ∼80%

Sweet Spot: Q4
Beste Balance aus Größe und Qualität.
Standard für lokale Modelle (Ollama, llama.cpp).

Faustregel: VRAM ≥ Modellgröße in GB.
Kein VRAM? → CPU-Inferenz (langsamer, aber funktioniert)
Frontier: TurboQuant (Google, ICLR 2026) — KV-Cache auf 3 Bit, 0% Qualitätsverlust, 8× Speedup
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Training — Woher kann das Modell das?

Schritt 1: Pre-Training (Self-Supervised)
Modell lernt Sprachstruktur aus Milliarden
Texten.
Aufgabe: nächstes Token vorhersagen.
Daten: Internet, Bücher, Wikipedia, Code
Dauer: Wochen/Monate auf tausenden GPUs
Kosten: $10–100M+
Ergebnis: „Rohes“ Modell, das Text
vervollständigt

Schritt 2: Fine-Tuning (Supervised)
Menschen schreiben Beispiel-Dialoge.
Modell lernt: so soll eine Antwort aussehen.
Ergebnis: Modell das Anweisungen befolgt

Schritt 3: RLHF / DPO
Menschen bewerten Antwort-Paare: welche ist
besser?
Modell lernt menschliche Präferenzen.
RLHF: Reward-Modell + Reinforcement Learning
DPO: Direktes Preference-Optimization Training
Ergebnis: hilfreich, harmlos, ehrlich

Knowledge Distillation
Großes Modell (Teacher) trainiert kleineres
(Student).
Modern: Teacher erzeugt Präferenzpaare →
Student per DPO trainiert (keine
Menschen-Bewertung nötig).
Beispiel: qwen3:4b destilliert aus großem qwen
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Training — Loss, Gradient, Descent

Loss — wie falsch sind wir?

L(θ) = − 1
N

N∑
i=1

logPθ(yi | xi )

Cross-Entropy: straft Konfidenz in die falsche
Antwort.
θ = alle Gewichte des Modells.
Gradient: Richtung des steilsten Anstiegs

∇θL =

(
∂L
∂θ1

,
∂L
∂θ2

, . . .

)
Jedes Gewicht bekommt seinen eigenen
Korrekturwert.

Gradient Descent — bergab zum
Minimum

θ ← θ − η∇θL
η = Learning Rate zu groß: divergiert zu klein:
langsam
Backpropagation: Kettenregel rückwärts durch alle
Schichten

∂L
∂θl

=
∂L
∂zl+1

· ∂zl+1

∂θl

Jede Schicht erhält ihren Gradienten vom Output
rückwärts.

GuppyLM-Demo: der fallende Loss = L(θ) sinkt mit jedem Update-Schritt.
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Training — Loss, Gradient, Descent

Loss-Funktion
Misst wie falsch das Modell liegt. Cross-Entropy für Sprachmodelle:

L(θ) = − 1
N

N∑
i=1

logPθ(yi | xi )

θ = alle Gewichte Pθ(yi | xi ) = vorhergesagte Wahrscheinlichkeit des richtigen Tokens

Gradient & Update
Der Gradient zeigt die Richtung des steilsten Anstiegs — wir gehen entgegengesetzt:

θ ← θ − η ∇θL︸︷︷︸
Backprop

mit ∇θL =

(
∂L
∂θ1

,
∂L
∂θ2

, . . .

)

Backpropagation berechnet ∇θL via Kettenregel rückwärts durch alle Schichten.
η zu groß: Divergenz η zu klein: Konvergenz dauert ewig typisch: η ≈ 10−4–10−3

GuppyLM-Demo: der fallende Loss = L(θ) sinkt mit jedem Update-Schritt.
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Dense vs. Sparse — was aktiviert wird

Dense
Alle Parameter feuern bei jedem Token.

„Jeder Mitarbeiter bearbeitet jedes Projekt
gleichzeitig.“

alle 12 aktiv

Sparse (MoE)
Router wählt Top-K Experten. Der Rest trägt
null FLOPs bei.

„Viele Spezialisten — nur die relevanten
werden gerufen.“

6 aktiv, 6 idle

Orange = aktive Experten Grau = idle (null FLOPs, aber im VRAM)
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Sparse — die entscheidende Asymmetrie

Dense

Sparse (MoE)

Die Asymmetrie

Dense Sparse

Geschwindigkeit ∼ alle ∼ aktive

VRAM-Bedarf ∼ alle ∼ alle

Beispiel: Qwen3.6-35B-A3B
Läuft so schnell wie ein 3B-Modell.
Braucht VRAM wie ein 35B-Modell.
Alle 35B Gewichte müssen geladen sein —
der Router könnte jeden Experten wählen.

27 / 33



Dense vs. Sparse — Modelle die ihr kennt

Modell Architektur Gesamt Aktiv Verhältnis

GuppyLM Dense 9M 9 M 100 %

qwen3.5:4b Dense 4 B 4 B 100%

Gemma 4 31B Dense 31 B 31 B 100%

Gemma 4 26B A4B Sparse (MoE) 26 B 3,8B ∼15 %

Qwen3.6-35B-A3B Sparse (MoE) 35 B 3 B ∼9 %

Das „A" in Modellnamen
26B A4B → 26 B gesamt, 4B aktiv
35B-A3B → 35 B gesamt, 3B aktiv

Merksatz
Speed skaliert mit aktiven Parametern.
VRAM skaliert mit allen Parametern.
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MoE — der Router

Routing in drei Schritten
1. Logits g = Wr · h

Wr ∈ Rd×N , N = Anzahl Experten

2. Scores si =
egi∑
j e

gj

3. Top-K aktiviere {ei | i ∈ Top-K(s)}

Verbindung zur Physik
Softmax = Boltzmann-Verteilung.
Bekannt aus der Attention-Folie —
dort gewichtet es Token, hier wählt
es Experten.

si

Experte i1 2 3 4 5 6 7 8

Top-K
Top-K
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MoE — Experten-FFN und Ausmaskierung

Jeder Experte: eine Standard-FFN

Ei (h) = W
(i)
2 · ReLU

(
W

(i)
1 · h

)
W

(i)
1 ∈ Rde×d , W

(i)
2 ∈ Rd×de

GuppyLM hat genau eine solche FFN.
MoE instanziiert sie N-mal mit
unabhängigen Gewichten.

Gewichteter Output

y =
N∑
i=1

mi︸︷︷︸
∈{0,1}

· si · Ei (h)

mi = 1
[
i ∈ Top-K(s)

]

FLOPs-Vergleich

Dense FFN: O(d · dff)

MoE (K aktiv): O(K · d · de)

Mit K ≪ N und de ≈ dff/N:

Einsparung ≈ K

N
der FLOPs

Beispiel Gemma 4:
K = 8, N = 128 ⇒ ∼6% der FFN-FLOPs

Merksatz
Idle Experten (mi = 0) tragen
null FLOPs bei — ihre Gewichte
liegen aber im VRAM.
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MoE — Matrixausmaskierung (Option B)

Die Gewichtsmatrizen aller N Experten bilden eine
Block-Diagonalstruktur. Der Mask-Vektor
m ∈ {0, 1}N nullt idle Blöcke aus:

WMoE =

W1 0 0
0 W2 0
0 0 W3

⊙
m1J 0 0

0 m2J 0
0 0 m3J


mit J ∈ Rde×d (Eins-Matrix gleicher Dimension), ⊙
elementweises Produkt.

Für N = 3, K = 1 (m1 = 1, m2 = 0, m3 = 0):

Weff =

W1 0 0
0 0 0
0 0 0



Konkretes 6×8-Beispiel
(N = 3, de = 2, d = 8)

Weff =


w11 w12 · · · w18

w21 w22 · · · w28

0 0 · · · 0
0 0 · · · 0
0 0 · · · 0
0 0 · · · 0


Nur W1 (Zeilen 1–2) aktiv.
Zeilen 3–6 (W2,W3) ausmaskiert.

Konsequenz
Matrix-Multiplikation mit Weff
ist äquivalent zu: nur W1 anwenden.
Kein Rechenaufwand für Nullzeilen.
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MoE — Was das Training beachten muss

Expert Collapse
Ohne Gegenmaßnahme: positive Rückkopplung.
Guter Experte → mehr Tokens →
mehr Training → noch besser → . . .
Ergebnis: wenige Experten dominieren,
der Rest entwickelt keine Spezialisierung.

Ohne Laux: kollabiert

1 2 3 4 5 6
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MoE — Load Balancing

Auxiliary Loss

Laux = α

N∑
i=1

fi · Pi

fi = Anteil Tokens, die Experte i erhält
Pi = mittlere Router-Wahrscheinlichkeit für i
α = Stärke des Regularisierungsterms
Bestraft Konzentration: wenn fi und Pi

gleichzeitig groß sind, steigt Laux.

Mit Laux: ausgeglichen

1 2 3 4 5 6

fi
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