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Grundlagen

ZERO-SHOT Keine Beispiele — direkter Prompt

Das Modell antwortet allein auf Basis seines Trainings. Funktioniert gut bei klaren, einfachen Aufgaben.
ROLLE · KONTEXT · AUFGABE · FORMAT

Du bist ein erfahrener Anwalt. Kontext: Ein Startup möchte AGBs erstellen.

Aufgabe: Erkläre die 3 wichtigsten Klauseln. Format: Nummerierte Liste.

KLASSIFIKATION

Classify the following text as positive, negative, or neutral.

Text: "The delivery was late but the product quality was excellent."

Satzvervollständigung · Frage-Antwort · Rolle-Kontext-Aufgabe-Format · Klassifikation

FEW-SHOT 2–5 Beispiele als Qualitätsvorlage

Dem Modell werden Beispiel-Paare (Input → Output) gezeigt. Definiert implizit Ton, Format und Qualitätsniveau via
In-Context Learning — kein dauerhaftes Lernen.
BEISPIEL-SCHEMA

Text: Ïch bin sauer auf diesen Service!"→ Sentiment: Negativ

Text: "Tolles Produkt, sehr empfehlenswert!"→ Sentiment: Positiv

Text: "Die Lieferung kam pünktlich."→ Sentiment: ???

In-Context Learning · Format-Mimikry · 3–5 Beispiele optimal

DIRECTIONAL STIMULUS PROMPTING (DSP) Gezielter Hinweis steuert den Antwortfokus

Ein kurzer Stimulus — Stichwort, Perspektive, Fokushinweis — wird der Aufgabe beigefügt, ohne die Antwort vorwegzu-
nehmen. Steuert wohin das Modell schaut, nicht wie es denkt.

Ohne DSP:
”
Fasse diesen Artikel zusammen.”

Mit DSP:
”
Fasse zusammen. Hinweis: Fokus auf wirtschaftliche Folgen.”

Few-Shot zeigt was eine gute Antwort ist — DSP zeigt wohin die Antwort zeigen soll.

SUMMARIZATION MIT STIMULUS

Fasse den folgenden Text zusammen.

Stimulus: Fokus auf Risiken für kleine Unternehmen.

Text: [...]

ANALYSE MIT PERSPEKTIV-STIMULUS

Analysiere das Produkt.

Hinweis: Perspektive einer 60-jährigen Nutzerin ohne Tech-Erfahrung.

Produkt: [...]

Fokus-Steuerung · Summarization · Perspektiv-Lenkung · Li et al. 2023

META-PROMPTING · SCHEMA-PROMPTING Struktur & Syntax vorgeben — nicht den Inhalt

Keine inhaltlichen Beispiele, sondern abstrakte Vorlagen: Platzhalter, Typen, Schemata. Output ist maschinell auswertbar
— ideal für Pipelines und strukturierte Datenextraktion.

Few-Shot zeigt:
”
Hund → Tier, Rose → Pflanze”

Meta-Prompting zeigt:
”
[EINGABE] → [KATEGORIE]: 〈string〉”

JSON-SCHEMA

Extrahiere als JSON: { "name: <string>, "date: <YYYY-MM-DD>, ämount: <float> }
Text: "Max Müller bestellte am 3. März Waren im Wert von 149,90 Euro."

PIPE-SCHEMA (PIPELINE-READY)

[SATZ] | [SENTIMENT: positiv/negativ/neutral] | [KONFIDENZ: 0-1]

Satz: "Der Support hat mein Problem sofort gelöst."

Strukturierte Ausgabe · JSON / XML / CSV · Maschinell auswertbar · Pipeline-ready
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Reasoning

CHAIN-OF-THOUGHT (CoT) Expliziter Denkpfad → bessere Antworten

Das Modell legt Reasoning-Schritte offen, bevor es zur Antwort kommt. Verbessert Genauigkeit bei Mathematik, Logik und
mehrstufigen Aufgaben deutlich.
ZERO-SHOT COT — MAGISCHER TRIGGER

Q: Eine Bäckerei backt 3x täglich 48 Brötchen und verkauft 80%. Wie viele bleiben übrig?

A: Lass uns Schritt für Schritt denken.

MANUAL COT — DENKSTRUKTUR ALS BEISPIEL VORGEBEN

Q: Peter hat 5 Äpfel, gibt 2 weg, kauft 3. Wie viele?

A: Schritt 1: 5 - 2 = 3. Schritt 2: 3 + 3 = 6. Ergebnis: 6.

Q: Anna hat 12 Bücher, verschenkt 4, kauft 7 neue. Wie viele?

A: [Modell imitiert das Schema]

Zero-Shot CoT · Manual CoT · Multi-Step Reasoning

AUTO-COT Automatisch generierte CoT-Beispiele

Das Modell generiert Reasoning-Beispiele selbst (via Zero-Shot CoT), die dann als Few-Shot-Kontext für neue Fragen
dienen. Skaliert Manual CoT auf große Fragemengen.
SCHRITT 1 — AUTO-GENERIEREN

Q: [Frage aus Beispielset]

A: Let’s think step by step. → [Modell erzeugt Reasoning + Antwort]

SCHRITT 2 — ALS FEW-SHOT-KONTEXT NUTZEN

Generierte Q+CoT+A-Paare als Kontext für neue Fragen einfügen

→ Modell überträgt Denkschema automatisch.

Automatisierung · Skalierbar · Kein manuelles Labeling

SELF-CONSISTENCY Mehrheitsvoting über mehrere Reasoning-Pfade

Dieselbe Frage wird mehrfach mit CoT gesampelt (Temperature > 0 erzeugt verschiedene Pfade). Die häufigste Antwort
gewinnt. Erhöht Robustheit — auf Kosten von mehr Token-Verbrauch.

Verbindung zu Temperature-Sampling: Erst Temperature > 0 erzeugt verschiedene Pfade durch den Wahrscheinlichkeits-
raum — ohne Sampling wären alle Runs identisch und Voting sinnlos.

CoT-Run 1 → A CoT-Run 2 → A CoT-Run 3 → B Majority Vote: A

Robustheit · Majority Voting · Temperature-Sampling · Wang et al. 2023

TREE OF THOUGHT (ToT) Reasoning-Baum statt linearem Pfad

Erweitert CoT von einem linearen Pfad zu einem Baum: Das Modell generiert mehrere Reasoning-Äste parallel, bewertet
sie und verfolgt nur die vielversprechendsten weiter.

CoT: ein Pfad, eine Antwort
Self-Consistency: viele Pfade, Majority Vote
ToT: Baum mit Bewertung & selektivem Weiterverfolgen

SCHEMA

Generiere 3 verschiedene Lösungsansätze. Bewerte jeden auf einer Skala 1-10.

Verfolge den besten Ansatz weiter und löse ihn vollständig.

Problem: [...]

Planung · Suche · Selbstbewertung · Yao et al. 2023
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Iterativ & Agentisch

REFLECTION Modell kritisiert & verbessert eigene Antwort

Das Modell bewertet seine erste Antwort explizit, identifiziert Schwächen und generiert eine verbesserte Version. Einfach
zu promoten, oft hoher Qualitätsgewinn.
DREISTUFIGES SCHEMA

Schritt 1: Beantworte folgende Frage.

Schritt 2: Überprüfe deine Antwort. Was könnte falsch, unvollständig oder missverständlich sein?

Schritt 3: Schreibe eine verbesserte Version.

Frage: [...]

CRITIC-TRIGGER (NACHGELAGERT)

[Antwort des Modells]

Identifiziere 2-3 Schwächen in der obigen Antwort und schreibe eine überarbeitete Version.

Self-Critique · Iterative Verbesserung · Qualitätssicherung

PROMPT CHAINING Output von Prompt N wird Input von Prompt N+1

Komplexe Aufgaben werden in spezialisierte Teilschritte zerlegt, die sequenziell verknüpft werden. Jeder Prompt ist fokus-
siert und kontrollierbar. Direkte Vorstufe zu Agenten-Architekturen — heute Standard in Produktionssystemen.

Prompt 1: Extraktion → Prompt 2: Analyse → Prompt 3: Formatierung → Output

BEISPIEL — VERTRAGSANALYSE IN 3 STUFEN

Prompt 1: Ëxtrahiere alle Fristen aus folgendem Vertrag."→ [Liste]

Prompt 2: "Welche dieser Fristen sind in den nächsten 30 Tagen kritisch?"→ [Priorisierung]

Prompt 3: "Fasse die kritischen Punkte als kurze E-Mail zusammen."→ [E-Mail]

Prompt Chaining: feste, vorab definierte Sequenz von Prompts.
ReAct: dynamisch — das Modell entscheidet selbst, welche Aktion als nächstes kommt.

Sequenziell · Modular · Fehler isolierbar · Produktionsstandard · Agenten-Vorstufe

REACT — REASONING + ACTING Denken und Tool-Nutzung verschränkt

Das Modell wechselt explizit zwischen Thought (Reasoning), Action (Tool-Aufruf) und Observation (Ergebnis auswerten)
— bis die Aufgabe gelöst ist. Grundlage moderner Agenten-Architekturen.
THOUGHT → ACTION → OBSERVATION — LOOP

Thought: Ich muss den aktuellen Bitcoin-Kurs wissen.

Action: search("Bitcoin price today")

Observation: 1 BTC = 62.400 USD

Thought: Jetzt kann ich die Frage beantworten.

Answer: Der aktuelle Bitcoin-Kurs beträgt ca. 62.400 USD.

Ohne ReAct: Modell halluziniert aktuelle Daten aus dem Training.
Mit ReAct: Modell erkennt Wissenslücke → ruft Tool auf → antwortet faktenbasiert.

Agentisch · Tool-Use · Thought-Action-Observation · Yao et al. 2022

Automatisierung & Optimierung

AUTOMATIC PROMPT ENGINEERING (APE) LLM schreibt & optimiert Prompts für ein LLM

Ein Modell generiert Prompt-Kandidaten, die auf einem Eval-Set getestet und automatisch selektiert werden. Der Mensch
definiert nur noch Aufgabe und Bewertungskriterium.

1. Aufgabe beschreiben → 2. N Prompts generieren → 3. Auf Eval-Set testen → 4. Besten selektieren

KANDIDATEN GENERIEREN

Ich möchte ein LLM dazu bringen, Kundenbeschwerden in 3 Kategorien einzuteilen:

Lieferung, Qualität, Service.

Generiere 5 verschiedene Prompts, die diese Aufgabe lösen könnten.

Prompt-Optimierung · Eval-getrieben · LLM-in-the-loop · Zhou et al. 2022
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GRAPH PROMPTING Wissensstrukturen als Graph im Kontext

Informationen werden als explizite Knoten-Kanten-Strukturen eingebettet. Das Modell kann Beziehungen direkter nutzen
— besonders stark bei relationalen und mehrstufigen Schlussfolgerungen.

Standard:
”
Anna ist Chef von Max. Max leitet das Projekt. Das Projekt hat Budget-Probleme.”

Graph: Anna -[ist Chef von]-¿ Max -[leitet]-¿ Projekt -[hat]-¿ Budget-Problem

EXPLIZITE GRAPH-NOTATION

(Paris) -[HAUPTSTADT VON]-> (Frankreich)

(Frankreich) -[MITGLIED VON]-> (EU)

(EU) -[GEGRÜNDET]-> (1993)

Frage: Seit wann ist die Hauptstadt von Frankreich Teil der EU?

Relationales Reasoning · Knowledge Graph · Strukturierter Kontext · Advanced

Aktueller Forschungsstand

ÜBER PROMPT ENGINEERING HINAUS

Context Engineering

Mit Kontextfenstern von 200k+ Token verlagert sich die eigentliche Herausforderung: Nicht mehr nur wie man einen Prompt
formuliert, sondern was man überhaupt in den Kontext packt — und in welcher Reihenfolge. Prompt Engineering wird
zum Teilaspekt eines größeren Feldes.

Prompt Engineering fragt: Wie formuliere ich diesen Prompt optimal?
Context Engineering fragt: Welche Dokumente, Tool-Outputs, Gesprächshistorie und Systemanweisungen kombiniere ich —
und wie strukturiere ich sie im Kontextfenster?

Praktische Konsequenz: Prompt Chaining, ReAct und RAG sind alle Ausprägungen von Context Engineering — der Prompt
ist nur der sichtbare Teil.

Context Window Management · RAG · Agenten-Architekturen · Aktiver Forschungsbereich

Begleitmaterial zur Pfingstalpakademie 2026 · zusammengestellt von Sven Marten Czerwoka.

Erstellung unterstützt durch Claude (Anthropic). Diese Übersicht darf frei weitergegeben werden.
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